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Resumen

El proyecto tiene objetivo pronosticar la cantidad de ventas para productos de introduccion
al mercado colombiano de equipos celulares. Se entrenaron y validaron distintos modelos de
machine learning como lo son: &rboles de decision, bosques aleatorios, maquinas de soporte
vectorial, redes neuronales y XGBoost Regressor.

La metodologia empleada se basa en la técnica CRISP_DM, la cual se aplicé para una
empresa de telecomunicaciones, tomando como base los datos correspondientes a los histdricos de
venta de equipos celulares de linea, vendidos entre el periodo de enero a junio del afio 2022. Se
tomaron en consideracion las caracteristicas del producto como variables independientes.

El mejor modelo se selecciond por medio de las métricas méas frecuentemente usadas como
el RSME, MAE y MAPE. Teniendo como resultado el modelo XGBoost Regressor por mejor

desempefio.

Palabras clave: Modelos machine learning, aprendizaje supervisado, prediccion de la

demanda, productos nuevos o de introduccion, smartphone.
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1. Introduccidon

Las organizaciones dedicadas a la venta o comercializacion de productos tangibles en el
retail o puntos propios concentran un gran esfuerzo en las actividades para la planeacion de la
demanda con el fin de tener contralado sus inversiones, flujo de caja, rentabilidad y no perder

ventas (Carro & Gonzalez, 2013).

El area de compras de estas organizaciones recibe este insumo para realizar sus
negociaciones de compra por volumen con sus proveedores, manteniendo un equilibrio entre el

alcance de sus inventarios y no llegar a tener obsolescencia (Garcia, 2020).

El siguiente trabajo pretende identificar las tendencias del mercado de smartphone de una
empresa de telecomunicaciones colombiana, con el objetivo de generar un modelo de machine
learning que determine la demanda de productos nuevos a introducir en el mercado para esta
empresa en particular. Este modelo tendra en cuenta las principales caracteristicas de los productos
como fabricante, tipo de tecnologia, tamafio de la pantalla, bateria, camaras, memoria RAM,
memoria ROM vy los datos histéricos de la organizacion, utilizando como herramienta analitica

modelos supervisados.
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2. Problema de Investigacion

El pronodstico de la demanda de ventas de un servicio o producto existente o de linea es una
de las tareas mas arduas en el sector del retail, pero no se puede dejar a un lado la determinacion

de la demanda potencial de un producto nuevo o de introduccion.

El entorno cambiante del mercado y la innovacion de productos en si hace que la demanda
varie constantemente y las organizaciones buscan métodos de aproximarse a su valor real mediante

diferentes técnicas (Ildefonso & Abascal, 2011).

Esta investigacion pretende identificar el modelo mas adecuado de machine learning que
pueda predecir la demanda de ventas de productos nuevos en la organizacion y con ello apoyar las
decisiones de compra que actualmente se realizan con métodos cualitativos. Se hara uso de los
historicos de ventas de productos similares, con sus respectivos atributos o caracteristicas para
cada referencia y la cantidad demandada en un periodo determinado. Con el objetivo de que las
areas implicadas basen sus decisiones en modelos de aprendizaje automatico y no solo en la

experiencia subjetiva de los individuos involucrados en el proceso.

En el modelo los atributos o caracteristicas de los productos son las variables de entrada o

independientes, mientras que la cantidad vendida es la variable de salida o dependiente.
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3. Objetivos

3.1 Objetivo general
Construir un modelo de machine learning que permita pronosticar la cantidad de ventas
para productos de introduccién al mercado de equipos celulares para la empresa en estudio, basado

en datos de equipos vendidos entre el periodo de enero a junio del afio 2022.

3.2 Objetivos especificos

e Identificar las variables de los equipos celulares que afectan la demanda en el mercado.

e Evaluar modelos supervisados de machine learning que permitan la estimacion de la
cantidad de venta productos de introduccién al mercado.

e Seleccionar el mejor modelo que tenga los mejores indicadores de desempefio en funcion

de la informacion analizada.
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4. Marco Teobrico

4.1 Estado del arte

La planificacion de la demanda es entendida como un proceso que se encuentra insertado
en uno mayor denominado Sales & Operation Planning, y que tiene como objetivo mantener un
nivel adecuado de productos en funcién de la demanda de los compradores en un periodo de
tiempo; para lo cual se ha de contar con una serie de elementos a nivel tecnoldgico y
administrativo, generando ventajas competitivas en el mercado ya que por medio de la
planificacién se lograria disminuir el nivel de inventario mejorando el nivel de servicio. Ademas,

de disponer de productos para atender la demanda (Granillo et al., 2014).

La gestion de inventarios es un aspecto clave para el éxito de una empresa, ya que permite
controlar los costos y asegurar una disponibilidad adecuada de productos para satisfacer las
necesidades de los clientes. Sin embargo, lograr un equilibrio entre la minimizacion de costos y la

disponibilidad de productos es un desafio permanente para las empresas.

Es necesario implementar técnicas y tecnologias avanzadas para lograr una gestién
eficiente de inventarios. La planificacion, el control y la evaluacion constante son factores clave
para alcanzar una gestion eficiente. La planificacion permite anticiparse a las necesidades de los
clientes y el control asegura que se mantengan los niveles adecuados de inventario. La evaluacion
constante permite identificar oportunidades de mejora y ajustar la gestion de inventarios en

consecuencia.
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Ademas, la tecnologia juega un papel importante en la gestion de inventarios. Las

herramientas tecnoldgicas, como los sistemas de gestion de inventarios, permiten una mejor

visibilidad y control de los niveles de inventario, lo que facilita la toma de decisiones y mejora la

eficiencia en la gestion de inventarios (Revistalogistec, 2022).

Al realizar el proceso de compras surge la siguiente interrogante: ¢Qué cantidad debemos
comprar? La respuesta a esta interrogante se puede adquirir mediante técnicas de prondstico de la

demanda entre los cuales se encuentran los métodos cualitativos y los métodos cuantitativos.

4.1.1 Ciclo de vida de un producto

El ciclo de vida de un producto es un modelo que describe las diferentes etapas que un
producto experimenta desde su concepcion hasta su descontinuacion. Estas etapas incluyen
investigacion y desarrollo, lanzamiento o introduccion, crecimiento, madurez, declive y salida.
Cada etapa representa un cambio en la demanda y los ingresos del producto. No todos los
productos siguen el mismo patrén y su duracién puede variar dependiendo de factores como la

calidad, la competencia y los cambios tecnolégicos (Barrios, 2017).



15
PREDICCION DE LA DEMANDA DE SMARTPHONE DE INTRODUCCION AL MERCADO
COLOMBIANO MEDIANTE MODELOS DE MACHINE LEARNING

4.1.2 Forecast para productos de introduccion

El forecasting, o prondstico, es una técnica utilizada para predecir el comportamiento
futuro de un producto o un mercado. Para productos en la etapa de introduccién, el prondstico
puede ser mas dificil debido a la incertidumbre en torno a su aceptacion por parte del pablicoy la

falta de datos histéricos (Goodwin et al., 2014).

Existen métodos para determinar la demanda de forma cualitativa como cuantitativa y
procesos administrativos como el S&OP planificacion de ventas y operaciones para llegar a

consensos sobre las cifras de ventas esperadas (Martinez & Caliz, 2020).

4.1.2 Métodos de prondsticos cualitativos

Los métodos de prondstico cualitativo son aquellos que utilizan técnicas subjetivas o
basadas en opiniones para hacer predicciones. Algunos de los métodos de prondstico cualitativo
son:

e Opinion del Gerente: El pronostico se basa en la dictamen, rutina y juicio de un solo
gerente.
e Opinidn junta ejecutiva: Un método en el que se retnen opiniones de diferentes personas

0 grupos para hacer una prediccion colectiva
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e Opinion del equipo de ventas: Este método se construye con la experiencia de la fuerza de
ventas de la organizacion.

e Encuesta en el mercado de consumo: Basada en la consolidacion de la informacion
brindada por los clientes de la organizacion. La estimacion se extrae de los resultados de
las encuestas.

e Método Delphi: Un método en el que un grupo de expertos brinda sus opiniones y las
consolidan hasta llegar a un consenso.

e Prondstico por juego de roles: un método en el que los participantes asumen diferentes
roles y juegan a un juego simulado para hacer predicciones.

e Analogia de productos similares: Un método en el que se hacen comparaciones con
situaciones similares del pasado para predecir el futuro. Se puede realizar comparando con

un producto sustituto o complementario (Garcete et al., 2017).

4.1.3 Métodos de prondsticos cuantitativos

Los métodos de prondsticos cuantitativos se pueden dividir en dos grupos: no formales o
ingenuos y los métodos formales que se fundamentan en elementos matematicos. EI primer grupo

usa extrapolaciones horizontales, estacionales o de tendencia que se basan en experiencia empirica.

Los grupos formales se dividen en dos grandes tipos: las series de tiempo y los modelos de

regresion (o causales).
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Las series de tiempo son un conjunto de datos registrados en intervalos regulares de tiempo,

como dias, semanas, meses 0 afnos. Estos datos pueden representar una variedad de informacion,

como ventas, produccion, precios, temperatura, etc. La idea detras de las series de tiempo es

capturar la evolucion temporal de una variable a lo largo del tiempo.

El analisis de series de tiempo es una herramienta valiosa en muchas areas, incluyendo
economia, finanzas, ciencias sociales y ambientales, entre otras. Con esta técnica, se pueden
identificar tendencias, estacionalidades, ciclos y otros patrones importantes en los datos, y hacer

predicciones precisas sobre su comportamiento futuro.

Por otro lado, las modelos de regresion son una clase de modelos estadisticos que se utilizan
para predecir una variable dependiente a partir de una 0 mas variables independientes. La idea
detras de la regresion es establecer una relacion matematica entre las variables para poder hacer
predicciones precisas sobre la variable dependiente. El propdsito de los modelos causales es
descubrir en qué forma se da esta relacién y usarla para predecir valores de la variable dependiente

(Masini & Vazquez, 2014).

4.2 Machine learning

El aprendizaje automatico es un subcampo de la inteligencia artificial (1A). El objetivo de
el aprendizaje automatico generalmente consiste en comprender la estructura de los datos y

ajustarlos esos datos en modelos que puedan ser entendidos y utilizados por las personas.
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Aunque el aprendizaje automatico es un campo dentro de la informatica, difiere de los
enfoques computacionales tradicionales. En la informatica tradicional, los algoritmos son
conjuntos de instrucciones explicitamente programadas utilizadas por computadoras para calcular
0 resolver problemas. Los algoritmos de aprendizaje automatico en cambio permiten que las

computadoras se entrenen de las entradas de datos y usen estadisticas, analisis para generar valores

que se encuentren dentro de un rango especifico (Tagliaferri et al., 2019).

4.2.1 Categorias de machine learning
En el nivel mas fundamental, el aprendizaje automatico se puede clasificar en dos

principales tipos: aprendizaje supervisado y aprendizaje no supervisado.

El aprendizaje supervisado es una categoria de Machine Learning en la que se utiliza un
conjunto de datos etiquetados para entrenar un modelo. La idea es que el modelo aprenda a hacer
predicciones sobre nuevos datos a partir de la relacion entre las entradas y las salidas conocidas en
los datos de entrenamiento. En el aprendizaje supervisado, el modelo recibe una serie de pares de
datos (entrada, salida esperada) y aprende a asignar salidas a nuevas entradas basandose en esta
informacion. Existen dos grupos principales de aprendizaje supervisado: la regresion y la
clasificacion. La clasificacion es utilizada para predecir una variable categdrica, mientras que la

regresion es utilizada para predecir una variable numérica continua.

El aprendizaje no supervisado es una categoria de Machine Learning en la que se utiliza un

conjunto de datos sin etiquetar para entrenar un modelo. La idea es que el modelo identifique
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patrones y relaciones en los datos sin la ayuda de una salida conocida. En el aprendizaje no
supervisado, el modelo no recibe informacion sobre las salidas esperadas y debe encontrar por si
mismo la estructura en los datos. Por ejemplo, se puede utilizar un algoritmo de aprendizaje no
supervisado para agrupar clientes en base a sus comportamientos de compra sin conocer
previamente a qué grupo pertenece cada cliente. Hay dos tipos principales de aprendizaje no
supervisado: agrupamiento (clustering) y reduccion de dimensionalidad. EI agrupamiento es
utilizado para dividir los datos en grupos o cluster en base a similitudes, mientras que la reduccion

de dimensionalidad es utilizada para simplificar los datos y eliminar redundancias (VanderPlas,

2016).

Para llevar a cabo la construccion del modelo de prediccion de unidades a vender de

productos nuevos se utilizaran modelos supervisados de machine learning.

El funcionamiento del aprendizaje supervisado se basa en un conjunto de datos etiquetados
y su objetivo es hacer predicciones precisas sobre nuevos datos. El proceso generalmente consta

de los siguientes pasos:

e Preprocesamiento de datos: Es necesario limpiar y preparar los datos antes de
entrenar el modelo. Este proceso incluye la eliminacion de datos faltantes, la

normalizacion de las variables, la eliminacion de datos atipicos, entre otros.
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e Seleccion de modelo: Hay muchos algoritmos de aprendizaje supervisado
disponibles, cada uno con sus propias fortalezas y debilidades. Es importante
seleccionar el algoritmo adecuado para el problema en cuestion.

e Entrenamiento del modelo: Una vez seleccionado el modelo, se entrena con el
conjunto de datos etiquetados. El objetivo es que el modelo aprenda a hacer
predicciones precisas a partir de las entradas y las salidas conocidas.

e Validacion del modelo: Es importante evaluar el modelo entrenado para verificar
su precision y desempefio en datos no vistos previamente. Esto se puede hacer
utilizando técnicas como validacion cruzada o separacion de conjunto de prueba.

e Aplicacion del modelo: Una vez que se ha validado el modelo, se puede aplicar a

nuevos datos para hacer predicciones precisas (Rodriguez, 2018).

4.2.2 Feature importance

Para el caso de estudio, en la utilizacion de los modelos de machine learning se procede a
revisar la importancia de las variables (feature importance) entendida como una “técnica para
asignar puntuaciones a las caracteristicas de entrada a un modelo predictivo que indica la
importancia relativa de cada caracteristica al realizar una prediccion”. Dichas puntuaciones
permiten analizar las caracteristicas mas importantes dentro del conjunto de datos para realizar el
objetivo, ya sea una regresion o clasificacién. Para el caso en particular se trataria de una regresion,
es decir, identificar dentro del conjunto de datos cuéles son las caracteristicas de mayor y menor

preponderancia a la hora de llevar a cabo el proceso predictivo (Brownlee, 2020).
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4.3 Modelos de regresion

A continuacion, se describiran algunos modelos de regresién del machine learning, para
tratar de entender el vinculo entre la variable dependiente y las independientes, entre los que se

encuentran:

4.3.1 Regresion lineal

El término "linealidad" en algebra se refiere a una relacion lineal entre dos o mas variables.
La regresion lineal es un método de andlisis estadistico que se utiliza para establecer la relacion
entre una variable dependiente y una o mas variables independientes. Se trata de un modelo
matematico que representa la relacion mediante una recta en un grafico de coordenadas. La recta
se ajusta a los datos de manera que el error entre los valores reales y los valores predichos por el

modelo sea lo méas pequefio posible (Bruce et al., 2020).

Este mismo principio puede aplicarse a los problemas en que hay méas de dos variables.
Esto se denomina regresion lineal multiple. La regresion lineal maltiple es un tipo de modelo de
regresion que se utiliza para modelar la relacion entre una variable dependiente (y) y una 0 mas
variables independientes (x1, x2, x3, ...). A diferencia de la regresion lineal simple, que solo
considera una variable independiente, la regresion lineal multiple permite modelar relaciones méas
complejas y explicar una mayor cantidad de varianza en la variable dependiente. La regresion
lineal multiple se realiza mediante el ajuste de una recta o un hiperplano en un espacio de

dimensiones mas altas, que se aproxima a los puntos de datos y se utiliza para predecir valores de
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la variable dependiente (Kassambara, 2017). Un modelo de regresion con multiples variables

puede representarse como:

y =x0+mlx1l +m2x2 + m3x3 + ---mnxn

4.3.2 Support Vector Regression

El modelo SMV (Support Vector Machine) Ademas de ser un algoritmo popular para la
clasificacion también se puede emplear para la regresion, conservando las propiedades esenciales
que lo definen, como el margen maximo. De esta manera, el modelo SMV puede ser una
herramienta versatil para resolver diferentes tipos de problemas en la mineria de datos. La
regresion de vector de soporte (SVR) utiliza los mismos principios que la SVM para la
clasificacion, con solo algunas diferencias menores. En primer lugar, debido a que la salida es un
namero real, se vuelve muy dificil predecir la informacion disponible, que tiene infinitas
posibilidades. En el caso de regresién, se establece un margen de tolerancia (épsilon) de

aproximacion al SVM que ya habria pedido el problema (Sayad, 2015).

SVR se puede emplear tanto en regresiones lineales como no lineales. Mientras que en la
regresion lineal se busca minimizar una funcién de error, generalmente el error cuadratico, en
todos los puntos del conjunto de entrenamiento, en la SVR se define una zona en torno al
hiperplano donde se ignora los errores. Lo que significa que en SVR se busca aproximar el mejor
valor dentro de un margen dado por €. (Rodriguez, 2021). Tal como se muestra en la siguiente

ilustracion.
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Figura 1l

Funcionamiento Basico de la Regresidn de Vectores de Soporte (SVR)

Hiperplano
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Lineas limitrofes \
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Nota. Descripcion del modelo de regresion de vectores de soporte, por (Rodriguez, 2021)

Para interpretar esta ilustracion es preciso conocer ciertos conceptos usados como kernel,

hiperplano, lineas limitrofes y vector de soporte.

Kernel: en SVR, se refiere a una funcién matematica que se utiliza para transformar los
datos de entrada en un espacio de caracteristicas mas adecuado para el modelo SVR. El objetivo
de esta transformacion es encontrar una representacion de los datos que permita una mejor
separacion entre las diferentes categorias 0 una mejor aproximacion a la relacion entre las variables

de entrada y salida en el caso de la regresion.

Hay varios tipos de kernels cominmente utilizados en SVR, incluyendo el kernel lineal, el
kernel polinomico, el kernel Sigmoidal, el kernel gaussiano y el kernel radial. La eleccion del

kernel adecuado depende de las caracteristicas de los datos y del problema a resolver.
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Hiperplano: un hiperplano es una linea o un plano que separa las muestras de datos en dos

0 mas categorias en un espacio de caracteristicas de alta dimension. En SVR, se utiliza un

hiperplano para realizar una aproximacion de la relacion entre las variables de entrada y la variable

de salida en un problema de regresion. El objetivo es encontrar el hiperplano que mejor se ajuste

a los datos y minimice el error entre las predicciones y las etiquetas reales.

Lineas limitrofes: las lineas limite son una representacion visual de los datos y del
hiperplano utilizado en el modelo. Las lineas limite son dos lineas paralelas que se encuentran a
una distancia determinada del hiperplano y que separan las muestras de datos en dos categorias en
el espacio de caracteristicas. La distancia entre estas dos lineas y el hiperplano es conocida como
margen. En SVR, la busqueda de las lineas limite con el mayor margen posible es un objetivo
clave, ya que permite una mejor separacion entre las muestras y, por lo tanto, una mejor precisién
en las predicciones. Estas lineas limite también se utilizan para determinar los vectores de soporte,
gue son aquellas muestras que estdn mas cerca de las lineas limite y que tienen un impacto

significativo en la construccién del modelo (Rodriguez, 2021).

4.3.3 Decision trees

Los arboles de decision son un modelo de machine learning supervisado. El objetivo
principal de los arboles de decision es clasificar o predecir una variable objetivo a partir de un
conjunto de variables de entrada. Un arbol de decision es un grafo que consiste en nodos y ramas.

Cada nodo representa una prueba o una condicion sobre una variable de entrada, y cada rama
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representa un posible resultado de esa prueba. La hoja final del arbol representa una prediccion

para la variable objetivo.

El proceso de construccion de un arbol de decision comienza en la raiz del arbol, donde se
selecciona la variable de entrada mas informativa para separar las muestras de datos en dos 0 mas
categorias. Este proceso se repite en cada nodo del arbol hasta que se cumpla una condicion de

detencion, por ejemplo, cuando todas las muestras en un nodo pertenecen a la misma categoria.

Los arboles de decision son una técnica de aprendizaje automatico supervisado no
paramétrico, este se puede aplicar tanto para clasificar datos como para ejercicios de regresion.
Los arboles que se utilizan para predecir variables categoricas se llaman arboles de clasificacion,
mientras que los arboles que se usan para predecir variables continuas (por lo general, nimeros

reales) se llaman arboles de regresién (Yadav, 2019).

Los arboles de decision en scikit-learn no se regulan de manera predeterminada, lo que
significa que pueden tener tantos nodos como sea necesario para obtener el menor error posible.
Esto puede llevar a modelos complejos que funcionan bien con el conjunto de entrenamiento, pero

mal con datos nuevos.

La regularizacion es un proceso que busca restringir las capacidades del modelo con el
objetivo de crear una solucion de aprendizaje automatico mas sencilla y que sea capaz de aplicarse

a nuevos datos con mayor efectividad.
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En scikit-learn se pueden usar varios hiper-parametros para configurar como se regularizan

los arboles de decision. Veamos los mas usados:

max_depth: la profundidad méaxima del arbol.
min_samples_split: cantidad minima de muestras necesarias antes de particionar el nodo.
min_samples_leaf: cantidad minima de muestras que debe haber en una hoja final.

max_leaf nodes: nimero maximo de nodos finales.(J. Martinez, 2019)

Figura 2

Funcionamiento Basico Decision Trees
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Nota. Ejemplo estructura del modelo decision trees de regresion, por (Hernandez, s. f.)

8

4.3.4 Ramdon forest
Los bosques aleatorios son un algoritmo de aprendizaje automatico. Se basan en la

combinacion de multiples arboles de decision para mejorar la precision y la estabilidad de las



27
PREDICCION DE LA DEMANDA DE SMARTPHONE DE INTRODUCCION AL MERCADO
COLOMBIANO MEDIANTE MODELOS DE MACHINE LEARNING
predicciones. En un bosque aleatorio, se construyen varios arboles de decision de manera
independiente y se combinan sus predicciones para obtener una prediccién final. Cada arbol es

construido a partir de un subconjunto aleatorio de las caracteristicas y las muestras de datos, lo que

permite que los arboles sean diferentes entre si.

La combinacion de multiples arboles de decision en un bosque aleatorio tiene varios
beneficios, como la reduccion de la varianza y el aumento de la precision en comparacién con un
solo arbol de decision. Ademas, los bosques aleatorios también son menos propensos a sufrir de
sobreajuste, lo que los hace ideales para el aprendizaje en conjuntos de datos con un nimero

elevado de caracteristicas.

El proceso inicial para alcanzar este objetivo es el método de ensamblado Bootstrap
Aggregation o Bagging. En términos generales, se generan muchos predictores, cada uno
utilizando arboles de regresion o clasificacion, y luego se forma una prediccion final basada en el
promedio de todas estas predicciones de arboles. Para garantizar que los arboles individuales no
sean idénticos, se utiliza el método bootstrap para inducir aleatoriedad. La combinacion de estos
dos atributos da lugar al nombre del método: el bootstrap hace que los arboles individuales sean

aleatorios y la combinacion de los arboles es el bosque (Irizarry, 2021).

scikit-learn ofrece dos implementaciones de random forests:
Para clasificacion: RandomForestClassifier

Para regression: RandomForestRegressor
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Estos son los hiper-pardmetros mas utiles:

Propios del Bosque Aleatorio:

n_estimators: El nimero de arboles en un bosque aleatorio es un factor importante a
considerar. Aumentar la cantidad de arboles generalmente mejora el rendimiento, pero hay un
punto en el que afadir mas arboles no conduce a mejores resultados y sélo hace que el proceso sea
mas lento. Una cantidad recomendada comdnmente utilizada es 100 arboles, que suele ser un buen

valor por defecto.

n_jobs: EI nimero de ndcleos (cores) disponibles para entrenar los arboles en un bosque
aleatorio es otro factor a tener en cuenta. Se puede considerar la cantidad de nucleos disponibles
para entrenar los arboles como un factor importante en la creacién de bosques aleatorios. Debido
a que cada arbol es independiente, el entrenamiento se puede realizar de forma paralela y acelerarse
con mdltiples nucleos. Por defecto, solo se utiliza un nucleo, pero se puede optimizar el
rendimiento al usar tantos nicleos como sea necesario. Si se establece n_jobs = -1, se utilizaran

todos los nucleos disponibles en la maguina.

max_features: usa forma de garantizar que los arboles son diferentes, es que todos se
entrenan con una muestra aleatoria de los datos. Si queremos que todavia sean mas diferentes,
podemos hacer que distintos arboles usen distintos atributos. Esto puede ser Gtil especialmente

cuando algunos atributos estan relacionados entre si.
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Regularizacion (también disponibles para Decision Trees):
max_depth: la profundidad méaxima del arbol.
min_samples_split: cantidad minima de muestras necesarias antes de particionar el nodo.

min_samples_leaf: cantidad minima de muestras que debe haber en una hoja final.

max_leaf nodes: nimero maximo de nodos finales (Martinez, 2020).

Figura 3

Funcionamiento Basico Random Forest
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Nota. Ejemplo estructura del modelo random forest, por (TIBCO Software Inc, s. f.)

4.3.5 XgBoost

XGBoost Extreme Gradient Boosting es una técnica de aprendizaje supervisado que utiliza
el principio de boosting.

Boosting es un método de ensamblado que combina varios modelos de aprendizaje para
mejorar la precision de las predicciones. El proceso de boosting consiste en construir una secuencia

de modelos, donde cada modelo se construye a partir del modelo anterior para corregir sus errores.
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En XgBoost, los modelos son arboles de decision y cada arbol se construye a partir de los errores

cometidos por el arbol anterior.

XgBoost utiliza una técnica de optimizacion llamada Gradient Boosting, que consiste en
optimizar una funcién de pérdida para mejorar la precision de las predicciones. La funcién de
pérdida se utiliza para evaluar la precision de las predicciones y para optimizar la construccion de

los arboles.

Ademas, XgBoost utiliza una técnica de regularizacion para prevenir el sobreajuste, lo que
permite obtener predicciones mas precisas y estables. XgBoost es una implementacion escalable

y eficiente del algoritmo de Boosting que se utiliza ampliamente en la industria.

XGBoost usa como sus modelos base arboles de decision de distintos tipos, estos pueden

ser usados para ejercicios de clasificacion y de regresion (Vega, 2019).
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Figura 4

Funcionamiento Basico XGbooost
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Nota. Ejemplo estructura de XGhoost, por (Espinosa-Zufiga, 2020)

4.3.6 Redes neuronales
Las redes neuronales son una categoria de algoritmos de aprendizaje profundo que se basan
en la estructura y el funcionamiento del cerebro humano. Estos algoritmos consisten en una serie

de nodos interconectados llamados "neuronas” que reciben, procesan y transmiten informacion.

Las redes neuronales se entrenan con grandes cantidades de datos y utilizan técnicas de
optimizacion para ajustar los pesos y los umbrales de cada neurona para que puedan realizar tareas

especificas, como la clasificacion, la regresion, la deteccion de patrones, entre otros.

Las redes neuronales pueden ser de diferentes tipos, como las redes neuronales feed-
forward (las redes neuronales recurrentes) y las redes neuronales convolucionales. Las redes

neuronales feed-forward son adecuadas para la resolucion de problemas de clasificacion y
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regresion, mientras que las redes neuronales recurrentes son mas adecuadas para problemas que

requieren la memoria a corto plazo, como el procesamiento de lenguaje natural.

Sin embargo, el entrenamiento de redes neuronales también presenta algunos desafios. Por
ejemplo, puede requerir muchos datos y tiempo para entrenar una red neuronal de alta calidad, y

también puede ser dificil encontrar los mejores valores para los parametros de la red neuronal.

Las redes neuronales necesitan de los datos de entrenamiento o entrada para aprender y asi
aumentar su precision con el tiempo. No obstante, una vez que estos algoritmos de aprendizaje se
ajustan a la precision, son poderosos materiales en el machine learning e inteligencia artificial

(IBM Cloud Education, 2021).

Figura 5

Funcionamiento Redes Neuronales
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Nota. Ejemplo bésico redes neuronales, por (IBM Cloud Education, 2021)
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Para disefiar modelos apoyados en redes neuronales con la biblioteca de scikit-learn, se

manejan  las  clases  sklearn.neural = network.MLPRegressor  para  regresion vy

sklearn.neural_network.MLPClassifier para clasificacion.

Estos son los hiper-pardmetros mas utiles:

hidden_layer_sizes: La arquitectura de la red neuronal se especifica mediante el nimero y
tamano de las capas ocultas, por ejemplo, (100) indica una sola capa oculta con 100 neuronas, y
(16, 16) representa dos capas ocultas con 16 neuronas en cada una. El valor predeterminado es

(100,).

activation: Se refiere a la funcion matematica utilizada para activar las neuronas en las
capas ocultas de la red neuronal. Las opciones comunes son 'identity’, 'logistic’, 'tanh’, y 'relu’. Cada

capa oculta debe utilizar la misma funcidn de activacion. El valor predeterminado es 'relu’.

solver: Se refiere al algoritmo de optimizacion utilizado para aprender 10s pesos y sesgos
de lared neuronal. Las opciones disponibles en scikit-learn son: {'Ibfgs’, 'sgd’, 'adam'}. Por defecto,
se utiliza 'adam’, que suele ser la mejor opcidn para conjuntos de datos con miles de observaciones.
Si el conjunto de datos es pequefio, puede ser mejor utilizar 'Ibfgs', ya que converge mas

rapidamente y puede lograr mejores resultados.

alpha: La hiperparametro "alpha" se refiere a la regularizacion L2 (también conocida como

"weight decay"). El valor predeterminado para este hiperparametro es 0.0001.(Amat, 2021).
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4.4 Métricas de evaluacion modelos de regresion

Utilizando un modelo de regresion, se puede estimar el valor numérico de una cantidad
desconocida en base a ciertas variables de entrada. La discrepancia entre la estimacion y el valor
real se denomina error, el cual es una variable aleatoria que puede depender de las caracteristicas

proporcionadas (J. Barrios, 2022).

Para el caso de estudio utilizaremos algunas formas de estimacion del rendimiento o ajuste

de los modelos los cuales se relacionan a continuacion:

4.4.1 Error cuadratico medio (MSE)
Aunque es probablemente la métrica mas comun y sencilla para evaluar modelos de

regresion, también es posiblemente la menos informativa o Gtil. Se define por la ecuacion.

N

1 .

MSE = =% (v — 4:)°
i=1

=

donde y; es el resultado real esperado y i es la prediccion del modelo.
MSE béasicamente mide el error cuadrado promedio de las predicciones. El proceso consiste
en calcular la diferencia entre las predicciones y los valores objetivo para cada punto de datos, y

luego obtener un promedio de esas diferencias cuadradas.
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Mientras mas grande sea este valor, el modelo posee un peor desempefio. El valor nunca

es negativo, debido a que se estan evaluando los errores de prediccidon de forma individual antes

de sumarlos; no obstante, seria igual a cero para un modelo que sea perfecto (J. Barrios, 2022).

4.4.2 Error cuadratico medio (RMSE)

La raiz cuadrada del error cuadratico medio (MSE) es lo que define como el RMSE. Se
emplea la raiz cuadrada en esta medida para garantizar que la magnitud de los errores sea
comparable con la magnitud de los valores objetivo en este contexto. De esta manera, los errores

pueden ser evaluados de manera mas significativa y util.

RMSE = 27()(' —1)
i=1 hn

Es fundamental comprender las similitudes y las diferencias entre RMSE (Raiz del Error
Cuadratico Medio) y MSE (Error Cuadratico Medio), ya que ambas métricas se utilizan a menudo

en la evaluacién de modelos de regresion

En primer lugar, tanto el MSE como el RMSE tienen minimizadores similares, de modo
gue cada minimizador para MSE es también un minimizador para RMSE y viceversa, ya que la
funcidn de la raiz cuadrada no disminuye. Si se tienen dos conjuntos de predicciones, Ay B, y se
sabe que el MSE de A es mayor que el MSE de B, entonces se puede afirmar que el RMSE de A
es mayor que el RMSE de B. Esto se aplica de igual manera en la direccion opuesta (J. Barrios,

2022).
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4.4.3 Error absoluto medio (MAE)

El MAE calcula el error al promediar las diferencias absolutas entre los valores objetivo y
las predicciones. Al ser una métrica lineal, cada diferencia individual entre las predicciones y los
objetivos tiene igual importancia en el célculo del promedio. Es decir, no se aplica ninguna
penalizacion adicional a las diferencias mas grandes. Por poner un ejemplo, la discrepancia entre
10y 0 sera dos veces mayor que la discrepancia entre 5y 0.

La funcién mean absolute error mide el promedio del error absoluto, que es una métrica de
riesgo que representa el valor esperado de la pérdida por error absoluto o pérdida de norma.

Si i es el valor predicho de la i-ésima muestra, y y; es el valor verdadero correspondiente,

entonces el error absoluto medio (MAE) estimado sobre N samples (Scikit-learn, s. f.).

1 N samples — 1

MAE(y,§) = ——— > |yi — -

Msamples 50

4.4.4 Error porcentual absoluto medio (MAPE)

El mean absolute percentage error (MAPE), o desviacién porcentual absoluta media
(MAPD), es una medida de evaluacion utilizada en problemas de regresién que busca ser sensible
a los errores relativos. La finalidad de esta medida es evitar que se vea afectada por una escala

global de la variable de destino, por ejemplo.



37
PREDICCION DE LA DEMANDA DE SMARTPHONE DE INTRODUCCION AL MERCADO
COLOMBIANO MEDIANTE MODELOS DE MACHINE LEARNING

Si ¥i es el valor predicho de la i-ésima muestra y y; es el valor verdadero correspondiente,

entonces el error porcentual absoluto medio (MAPE) estimado sobre n samples se define como

1 Tsamples — 1

|y — Ui

NMsamples ) max(e, |yi|)

MAPE(y, 9) =

Donde € es un namero arbitrario pequefio, pero estrictamente positivo para evitar
resultados indefinidos cuando y es cero (Scikit-learn, s. f.).
4.5 Metodologia CRISP-DM

Cross Industry Standard Process for Data Mining (CRISP-DM) es una metodologia
estandar para el analisis y mineria de datos que establece un marco detallado para llevar a cabo
proyectos de mineria de datos. Esta metodologia es iterativa y flexible, lo que permite adaptarse a
las necesidades especificas de cada proyecto. CRISP-DM cubre las diferentes fases de un proyecto,

las tareas correspondientes a cada fase, y la relacion que existe entre ellas (CRISP-DM, 2016).

La mineria de datos se compone de seis fases que constituyen el ciclo de vida del proyecto.
El orden en que se desarrollan las fases no es estricto, ya que se permiten movimientos hacia
adelante o hacia atras entre ellas. El resultado de cada fase determina cual sera la siguiente fase o

paso especifico dentro de la fase en la que se encuentra el proyecto.
A continuacion, se detallan cada una de las fases incorporados en el método CRISP-DM:

Fase 1. Business Understanding. Comprension del negocio o definicion de necesidades del

cliente.
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En la primera fase, se identifican los objetivos y requisitos del proyecto, y se lleva a cabo

la comprension del contexto y alcance del mismo.

Fase 2. Data Understanding. Estudio y comprension de los datos.

La segunda fase, que es la comprension de los datos, comienza con la recoleccion inicial
de datos y se extiende hasta la integracion y seleccién de los datos pertinentes para el proyecto.

Fase 3. Data Preparation. Andlisis de los datos y seleccion de caracteristicas.

La fase de exploracién y analisis de datos tiene como objetivo comprender el contenido y
la estructura de estos e identificar patrones y tendencias. Los pasos incluyen la seleccién de tablas,
registros y atributos relevantes, asi como la transformacién y limpieza de los datos para su posterior

modelado.

Fase 4. Modeling. Modelado.

En esta etapa, se aplican técnicas de mineria de datos para desarrollar modelos predictivos
y descubrir patrones en los datos. Los pasos incluyen la selecciéon del modelo, construccion del
modelo, validacion del modelo y ajuste del modelo. Es comdn que existan maltiples técnicas para
abordar un problema de mineria de datos, cada una con fortalezas y debilidades diferentes. Por lo
tanto, es importante evaluar varias técnicas para seleccionar la mejor opcién que se adapte a las

caracteristicas especificas de los datos y del problema a resolver.

Fase 5. Evaluation. Evaluacién (obtencion de resultados).
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En la quinta etapa del proyecto, se tienen montados uno o muchos modelos que a vista del

analisis de datos logran alcanzar la solucidon del problema. En esta se evalGan los modelos

generados para determinar su calidad y utilidad. En esta fase incluye los siguientes pasos:

evaluacion de la precision, cobertura, interpretabilidad, escalabilidad y viabilidad.

En esta quinta fase, es importante evaluar el modelo de manera exhaustiva para asegurarse
de que cumpla con los requisitos y objetivos del proyecto y sea Util y efectivo en la mineria de
datos. La fase de evaluacion es fundamental para determinar si el modelo construido en la fase

anterior es lo suficientemente preciso y Gtil para su implementacion en un entorno de produccién.

Fase 6. Deployment. Despliegue (puesta en produccion).
En esta fase final, se implementa el modelo y se utiliza para resolver el problema de

negocio y tomar decisiones. Esta fase incluye los siguientes pasos:

e Preparacion de la implementacion: identificacion y preparacion de los recursos
necesarios para implementar el modelo.

e Implementacion del modelo: implementacion del modelo en el ambiente de
produccién.

¢ Monitoreo y mantenimiento: monitoreo continuo del modelo para asegurarse de su
correcto funcionamiento y realizacidn de ajustes y mejoras necesarias.

e Documentacion y seguimiento: documentacion detallada del modelo y

seguimiento de su desempefio y utilizacion.
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Figura 6

Diagrama Fases CRISP_DM

Nota. Ciclo de las Fases Crisp_DM, por (G, 2022)

5. Metodologia

El desarrollo de este trabajo se regird por el método CRISP-DM. A continuacion, el

desarrollo de cada fase.

5.1 Fase 1: Compresion del negocio

La organizacidon requiere un modelo de machine learning que pueda determinar la cantidad
de la demanda de productos nuevos a comercializar; utilizando una tabla de datos de ventas
histdricas de productos similares con sus atributos o caracteristicas de cada referencia y la cantidad

de ventas historicas alcanzadas. Los atributos o caracteristicas de los productos son las variables
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de entrada o independientes, mientras que la cantidad vendida es la variable de salida o

dependiente. Utilizando modelos de aprendizaje supervisado de machine learning (Géron, 2017).

Esta proyeccion de ventas de productos de lanzamiento serd utilizada por las areas de

producto y compras como input en las negociaciones con los proveedores para gestionar y

programar las 6rdenes de compra.

5.2 Fase 2: Comprension de los datos

5.2.1 Recoleccion de datos

Los datos corresponden a los histéricos de venta de productos de equipos celulares de linea
vendidos entre el periodo de enero a junio del afio 2022, con sus caracteristicas base de producto.
Estos datos fueron suministrados por el area de inteligencia de negocio de la organizacién en la

que trabaja el autor de esta tesis.

5.2.2 Descripcion de los datos

La tabla suministrada contiene 419 registros con 12 variables. A continuacién, la

descripcion de cada una de las variables.
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Tabla 1

Descripcion de Variables

Variable Descripcién
FABRICANTE Marca de la referencia
VLR_UNIDAD Precio unitario del producto sin impuestos
TECNOLOGIA Trafico o cobertura de red

TAMANO_DE_PANTALLA
CANTIDAD_CAMARAS_FRONTALES_SEL
CANTIDAD_CAMARAS_PRINCIPAL_TRA
CAMARA_PRINCIPAL_TRASERA
CAMARA_SECUNDARIA_SELFIE
MEMORIA_RAM

MEMORIA_ROM

BATERIA_F

CTD_PED

Tamafa de la pantalla del dispositivo en pulgadas
Numeros de camaras selfie del dispositivo
Numeros de cdmaras principales del dispositivo
Tipo de camaras principales del dispositivo en mega pixeles
Tipo de cdmaras selfie del dispositivo en mega pixeles
Memoria RAM del dispositivo en Gigabytes
Memoria ROM del dispositivo en Gigabytes

Tipo o tamafio de bateria en mAh

Cantidad en unidades vendidas del producto en un periodo
(variable respuesta)

Nota. Variables entregadas por la organizacién a utilizar en el modelo (Elaboracion propia)

5.2.3 Exploracién de los datos

Revision de carga de catos en Python, en la siguiente grafica que observa el cargue de los

419 registros con 12 variables, para los registros no se encuentran datos faltantes y se describe el

tipo de dato de cada variable.
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Figura 7

Revisién de Datos en Python

<class 'pandas.core.frame.DataFrame’>

RangeIndex: 419 entries, @ to 418

Data columns (total 12 columns):

# Column Non-Null Count Dtype
© Fabricante 419 non-null object
1 V1r_unidad 419 non-null floatésd
2 TECNOLOGIA 419 non-null object
3 TAMANO_DE_PANTALLA 419 non-null floated
4 CANTIDAD_CAMARAS_FRONTALES_SEL 419 non-null int64

5  CANTIDAD_CAMARAS_PRINCIPAL_TRA 419 non-null ints4
6 CAMARA_PRINCIPAL_TRASERA 419 non-null floated
7 CAMARA_SECUNDARIA_SELFIE 419 non-null floaté4
8  MEMORIA_RAM 419 non-null object
9  MEMORIA_ROM 419 non-null object
16 BATERIA_F 419 non-null inte4
11 Ctd_ped 419 non-null int64
dtypes: float64(4), int64(4), object(4)

memory usage: 39.4+ KB

Nota. Cargue de datos en Python (Elaboracién propia)

5.2.4 Analisis descriptivo de datos
» Variable respuesta:
La variable respuesta es denominada 'Ctd_ped' la cual indicara la cantidad de unidades a

vender en un periodo determinando.

Figura 8

Distribucién Variable Respuesta

0.0006
0.0005
2 0.0004
@
& 00003
0.0002
0.0001
0.0000 —
-5000 0 5000 10000 15000 20000 25000 30000
Ctd_ped

Nota. Estadisticos variable respuesta (Elaboracion propia)
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La variable de respuesta 'Ctd_ped' describe una distribucion sesgada hacia la derecha, lo
que significa que hay una cola positiva que se extiende hacia los valores mas altos, debido a que

algunos equipos o0 modelos tienen una rotacién mucho mayor que la media.

Figura 9

Descriptivos variable respuesta salida de Python

Df_Term['Ctd_ped'].describe()

count 419 .000000
mean 2578.009547

std 4263.535833
min 6.000000
25% 329.000000
58% 966 .006000
75% 2763 .500000

max 25186 .0066000
Name: Ctd_ped, dtype: floated

Los modelos de machine learning utilizados son considerados no paramétricos, lo que
significa que no se hace ninguna suposicion sobre la distribucion de la variable de respuesta y, por

lo tanto, no se realizara ninguna transformacion en esta variable.

> Variables numéricas:
A continuacion, se visualizan los descriptivos de las variables numéricas y las

distribuciones de los datos en estudio.



Tabla 2

Descriptivos Variables Numéricas

TAMANO CANTIDAD_

CANTIDAD_ CAMARA_P CAMARA_S

MEMORIA_ MEMORIA_ BATERIA Vlr_unid

_DE_PAN CAMARAS F CAMARAS P RINCIPAL_ ECUNDARI RAM ROM - 4 Ctd_ped

TALLA RONTALES RINCIPAL TRASERA A_SELFIE -
count 419 419 419 419 419 419 419 419 419 419
mean 6,34 1,00 2,78 38,69 14,31 5,15 138,95 4209  1.782.877 2578
std 0,54 0,10 1,03 31,11 10,05 2,51 124,29 994 1.650.629  4.264
min 2,10 - 1,00 0,30 - 0,50 4,00 1.400 128.720 6
25% 6,10 1,00 2,00 12,00 8,00 4,00 64,00 3.687 653.917 329
50% 6,50 1,00 3,00 48,00 12,00 4,00 128,00 4500  1.042.689 966
75% 6,60 1,00 4,00 50,00 16,00 6,00 128,00 5000 2432239 2.764
max 7,60 2,00 4,00 108,00 60,00 12,00 1.024,00 6.000  7.863.479 25.186

Nota. Descriptivo variables numéricas salida de Python
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Distribucion de Variables Numéricas

Distribucién variables Numéricas
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Nota. Distribucion variables numéricas data de estudio (Elaboracién propia)

La variable "CANTIDAD_CAMARAS FRONTALES_SEL" si bien es de tipo numérico,
apenas toma valores de uno o dos, la gran mayoria de observaciones pertenecen al valor uno. En
estos casos se suele revisar la importancia de la variable o la trasformacion de esta a variable

cualitativa.
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» Variables cualitativas:

A continuacion, la revision de las variables cualitativas de los datos en estudio.

Tabla 3

Descriptivos Variables Cualitativas

Fabricante_cod Tecnologia

count 419 419

unique 13 5
top 1 4
freq 77 170

Nota. Salida de Python descriptivos variables cualitativos data de estudio (Elaboracidn propia)

Figura 11

Distribucién Variables Cualitativas

Distribucion variables cualitativas
Fabricante_cod TECNOLOGIA
g
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Nota. Distribucion variables cualitativos data de estudio (Elaboracion propia)
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» Correlacion de variables:
A continuacién, se muestra la correlacion entre cada una de las variables numéricas

independientes y la variable respuesta "Ctd_ped" centradas en la variable respuesta.

Figura 12

Matriz de correlacion

% Matriz_Correlacion

10

Ctd_ped

BATERIA_F

CANTIDAD CAMARAS PRINCIPAL TRA

TAMANG_DE_PANTALLA

CAMARA_PRINCIPAL_TRASERA

CANTIDAD _CAMARAS FROMNTALES SEL

CAMARA _SECUNDARIA_SELFIE

MEMORIA_ROM

MEMORIA_RAM

Mr_unidad

Ctd_ped

Wir_unidad

BATERIA_F

MEMORIA_RAM

MEMORIA_ROM

TAMANO _DE PAMTALLA

CAMARA._PRINCIPAL_TRASERA

CANTIDAD _CAMARAS_PRINCIPAL_TRA
CAMARA_SECUNDARIA_SELFIE

CANTIDAD CAMARAS FROMNTALES SEL

Nota. Matriz de correlacion data de estudio (Elaboracién propia)
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Figura 13

Matriz de Correlacién Centrada en "Ctd_ped"

Ctd_ped

Ctd_ped 1.000000

BATERIA_F
CANTIDAD_CAMARAS_PRINCIPAL_TRA  0.123816
TAMANO_DE_PANTALLA 0.114445
CAMARA_PRINCIPAL_TRASERA 0.084728

CANTIDAD_CAMARAS_FRONTALES_SEL -0.027870

CAMARA_SECUNDARIA_SELFIE -0.107934
MEMORIA_ROM -0.139737
MEMORIA_RAM -0.205227

VIr_unidad -0.302890

Nota. Matriz de correlacion centrada en “Ctd_ped” data de estudio (Elaboracidon propia)

Se puede observar que la variable “CANTIDAD_CAMARAS_FRONTALES_SEL”
presenta una muy baja correlacién con la variable de respuesta, se profundizara en este dato en la

seccion de importancia de caracteristicas.

La mas alta correlacion positiva se encuentra con la variable “BATERIA_F” y la

correlacion negativa mas representativa se tiene con la variable “VIr_unidad”.
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5.3 Fase 3: Preparacion de los datos

5.3.1 Importancia de las variables
Revision de importancia de variables realizadas con las librerias “f_regression” y

“mutual_info_regression” de scikit-learn.

Tabla 4

Importancia de Variables

Variable f _test mi

Fabricante_cod 1,000 0,798
TECNOLOGIA 0,676 0,302
TAMANO_DE_PANTALLA 0,125 1,000
CANTIDAD_CAMARAS_FRONTALES_SEL 0,007 0,000
CANTIDAD_CAMARAS_PRINCIPAL_TRA 0,146 0,328
CAMARA_PRINCIPAL_TRASERA 0,068 0,600
CAMARA_SECUNDARIA_SELFIE 0,111 0,742
MEMORIA_RAM 0,413 0,658
MEMORIA_ROM 0,187 0,631
BATERIA_F 0,982 0,967
VIr_unidad 0,949 0,971

Nota. Importancia de variables técnicas “f regression” y “mutual_info regression” librerias scikit learn
(Elaboracion propia)
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Las variables de mayor importancia para la realizacion de los modelos son
“Fabricante_cod”, “VIr_unidad” y “BATERIA_F”. La variable que presenta menor relevancia
para la ejecucion del modelo es “CANTIDAD_CAMARAS FRONTALES SEL” para este
estudio se dejara incluida en el modelo ya que la organizacion estima que en un corto tiempo se

introduciran al mercado smartphone con distintas cantidades de camaras selfie y es un factor

fundamental de decisidn en el proceso de compra por parte del consumindor.

Figura 14

Importancia de Variables
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Nota. Importancia de variables técnicas “f regression” y “mutual info regression” librerias scikit learn
(Elaboracion propia)
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5.3.2 Escaldo y particién de datos
Para iniciar la modelacion de los datos se hace un escalado de las variables independientes

con el fin de tener un mejor desempefio de los modelos, para este se caso se utilizdé el método

StandardScaler de scikti learn.

Para evaluar la capacidad predictiva de los modelos al estimar nuevos datos, es necesario
contar con datos de testeo para ser comparados con los resultados logrados de los modelos, para
este caso la particion de datos se realiza en la proporcion de 70% de entrenamiento y 30% de

prueba. El proceso se realiza con el método train_test_split de scikit-learn.

5.4 Fase 4: Desarrollo de Modelos

En esta fase se utilizardn modelos de machine learning de regresion, tales como: regresion
lineal, arboles de decision (decision tres), bosques aleatorios (ramdon forest), maquinas de soporte

vectorial (SVR), redes neuronales y el modelo XGBoost regressor para genera la prediccion.

La ejecucion de los modelos seleccionados y la exploracion de los hiperparametros se

realiz6 en Python con la libreria de Scikit-learn y XGBoost.

5.4.1 Regresion lineal
En la siguiente grafica se observan los datos originales y los resultados de las estimaciones

del modelo para el 30% de datos correspondientes al testeo.
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Figura 15

Resultados Regresion lineal

20000

15000

10000

5000

Regresidn lineal testeo y predicidn

. ® original
. predicion

Nota. Resultados regresion lineal vs datos originales data de testeo (Elaboracion propia)

Las métricas obtenidas con la regresion lineal se relacionan en la siguiente tabla:

Tabla 5

Meétricas Regresion lineal

Regresion lineal

Error cuadratico medio MSE 14043017,61
Error cuadratico medio RMSE 3747,40
Error absoluto medio MAE 2562,32
Error porcentual absoluto medio MAPE 10,65

Nota. Métricas regresion lineal datos de prueba (Elaboracion propia)
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5.4.2 Regresion con maquinas de soporte vectorial (Support Vector Regression)
En la grafica se observan los datos originales y los resultados de las estimaciones del

modelo para el 30% de datos correspondientes al conjunto de prueba, sin realizar ningun tipo de

hiperparametrizacion.

Figura 16

Resultados Regresidn SVR sin Hiperparametrizacion
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Nota. Resultados regresion SVR vs datos originales data de testeo sin hiperparametrizacion (Elaboracion
propia)

Las métricas obtenidas con la regresion SVR sin hiperparametrizacion se relacionan en la

siguiente tabla:
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Tabla 6

Meétricas Regresion SVR sin Hiperparametrizacion

SVR

Error cuadratico medio MSE 20790373,95
Error cuadratico medio RMSE 4559,65
Error absoluto medio MAE 2364,29

Error porcentual absoluto medio MAPE 4,59

Nota. Métricas regresion SVR sin hiperparametrizacion datos de prueba (Elaboracion propia)

Al realiza hiperparametrizacion con el método GridSearchCv de scikit-learn tenemos

como resultado los siguientes parametros; kernel="poly', C= 100, gamma= ‘auto’, coefO= 1.

Figura 17

Resultados Regresion SVR con Hiperparametrizacion

Regresion SVM Hiperparametros testeo y predicion
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Nota. Resultados regresién SVR con hiperparametrizacion vs datos originales data de testeo (Elaboracién
propia)
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Las métricas obtenidas con la regresion SVR con hiperparametrizacién se relacionan en la

siguiente tabla:

Tabla 7

Meétricas Regresién SVR con Hiperparametrizacion

SVR Hiper-param.

Error cuadratico medio MSE 15310649,25
Error cuadrético medio RMSE 3912,88
Error absoluto medio MAE 2085,05
Error porcentual absoluto medio MAPE 3,25

Nota. Métricas regresién SVR con hiperparametrizacion datos de prueba (Elaboracion propia)

5.4.3 Regresion con arbol de decision

En la gréfica se observan los datos originales y los resultados de las estimaciones del
modelo para el 30% de datos correspondientes al testeo, sin realizar ningun tipo de

hiperparametrizacion.
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Figura 18

Resultados Regresion Arbol de Decision sin Hiperparametrizacion
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Nota. Resultados regresion arbol de decisién sin hiperparametrizacion vs datos originales data de prueba
(Elaboracion propia)

Las métricas obtenidas con la regresion arboles de decision sin hiperparametrizacion se

relacionan en la siguiente tabla:

Tabla 8

Métricas Regresion Arbol de Decision sin Hiperparametrizacion

Arbol de Decisién

Error cuadratico medio MSE 10147202,76
Error cuadratico medio RMSE 3185,47
Error absoluto medio MAE 1680,30
Error porcentual absoluto medio MAPE 1,62

Nota. Métricas regresion arbol de decisién sin hiperparametrizacion datos de prueba (Elaboracion propia)
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Al realiza hiperparametrizacion con el método GridSearchCv de scikit-learn tenemos
como resultado los siguientes parametros; ‘criterion’: ‘squared_error', 'max_depth: 7,

'max_leaf _nodes': 100, 'min_samples_leaf": 1, 'min_samples_split": 2

Figura 19

Resultados Regresion Arbol de Decision con Hiperparametrizacion
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Nota. Resultados regresion arbol de decision con hiperparametrizacién vs datos originales data de testeo
(Elaboracion propia)

Las métricas obtenidas con la regresion arboles de decision con hiperparametrizacion se

relacionan en la siguiente tabla:
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Tabla 9

Métricas Regresion Arbol de Decision con Hiperparametrizacion

Arbol de Decision Hiper-param.

Error cuadratico medio MSE 7921496,69
Error cuadrético medio RMSE 2814,52
Error absoluto medio MAE 1676,10
Error porcentual absoluto medio MAPE 1,95

Nota. Métricas regresion arbol de decisién con hiperparametrizacion datos de prueba (G, 2022)

5.4.4 Regresion con bosques aleatorios
En la gréfica se observan los datos originales y los resultados de las estimaciones del
modelo para el 30% de datos correspondientes al conjunto de prueba, sin realizar ningun tipo de

hiperparametrizacion.

Figura 20

Resultados Regresion Bosques Aleatorios sin Hiperparametrizacion
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Nota. Regresion bosques aleatorios sin hiperparametrizacion vs datos originales data de testeo (G, 2022)
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Las meétricas obtenidas con la regresion bosques aleatorios sin hiperparametrizacion se

relacionan en la siguiente tabla:

Tabla 10

Meétricas Regresidn Bosques Aleatorios sin Hiperparametrizacién

Bosques Aleatorios

Error cuadratico medio MSE 4753949,93
Error cuadrético medio RMSE 2180,36
Error absoluto medio MAE 1291,37
Error porcentual absoluto medio MAPE 3,33

Nota. Métricas regresion bosques aleatorios sin hiperparametrizacién datos de prueba (G, 2022)

Al realiza hiperparametrizacion con el método GridSearchCv de scikit-learn tenemos
como resultado los siguientes parametros; ‘criterion: ‘absolute_error, 'max_depth: 13,
'max_leaf _nodes': 300, 'min_samples_leaf": 1, 'min_samples_split": 2

Figura 21

Resultados Regresion Bosques Aleatorios con Hiperparametrizacion

Regresion Bosques Aleatorios testeo y predicion
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Nota. Resultados regresién bosques aleatorios con hiperparametrizacion vs datos originales data de testeo
(Elaboracion propia)
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Las métricas obtenidas con la regresion bosques aleatorios con hiperparametrizacion se

relacionan en la siguiente tabla:

Tabla 11

Meétricas Regresién Bosques Aleatorios con Hiperparametrizacién

Bosques Aleatorios Hiper-param.

Error cuadratico medio MSE 4184163,73
Error cuadratico medio RMSE 2045,52
Error absoluto medio MAE 1237,30
Error porcentual absoluto medio MAPE 2,30

Nota. Métricas regresion bosques aleatorios con hiperparametrizacion datos de testeo (Elaboracion propia)

5.4.5 Regresion con redes neuronales

En la gréfica se observan los datos originales y los resultados de las estimaciones del
modelo para el 30% de datos correspondientes al conjunto de prueba, sin realizar ningun tipo de

hiperparametrizacion.
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Figura 22

Resultados Regresion Redes Neuronales sin Hiperparametrizacion

Regresidn Redes Neuronales testeo y predicion
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Nota. Resultados regresion redes neuronales sin hiperparametrizacién vs datos originales data de testeo
(Elaboracion propia)

Las métricas obtenidas con la regresion redes neuronales sin hiperparametrizacion se

relacionan en la siguiente tabla:

Tabla 12

Métricas Regresion Redes Neuronales sin Hiperparametrizacion

Redes Neuronales

Error cuadratico medio MSE 24371198,04
Error cuadratico medio RMSE 4936,72
Error absoluto medio MAE 2728,04
Error porcentual absoluto medio MAPE 0,99

Nota. Métricas regresion redes neuronales sin hiperparametrizacion datos de prueba (Elaboracién propia)
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Al realiza hiperparametrizacion con el método GridSearchCV de scikit-learn tenemos
como resultado los siguientes parametros; "activation': 'relu’, ‘alpha’: 0.0005, ‘hidden_layer_sizes":

(100, 50, 30), 'solver": 'Ibfgs'.

Figura 23

Resultados Regresion Redes Neuronales con Hiperparametrizacion

Regresidn Redes Neuronales testeo y predicion
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Nota. Resultados regresién redes neuronales con hiperparametrizacion vs datos originales data de testeo
(Elaboracion propia)

Las métricas obtenidas con la regresion redes neuronales con hiperparametrizacion se

relacionan en la siguiente tabla:
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Tabla 13

Métricas Regresidn Redes Neuronales con Hiperparametrizacion

Redes Neuronales Hiper-param.

Error cuadratico medio MSE 4456375,73
Error cuadrético medio RMSE 2111,01
Error absoluto medio MAE 1129,27
Error porcentual absoluto medio MAPE 2,72

Nota. Métricas regresion redes neuronales con hiperparametrizacion datos de prueba (Elaboracién propia)

5.4.5 Regresion con XGBoost Regressor
En la gréfica se observan los datos originales y los resultados de las estimaciones del
modelo para el 30% de datos correspondientes al conjunto de prueba, sin realizar ningun tipo de

hiperparametrizacion.

Figura 24

Resultados Regresion XGBoost Regressor sin Hiperparametrizacion

Regresion XGBoost Regressor testeo y predicidn
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Nota. Resultados regresion XGBoost Regressor sin hiperparametrizacion vs datos originales data de prueba
(Elaboracion propia)
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Las métricas obtenidas con la regresion XGBoost Regressor sin hiperparametrizacion se

relacionan en la siguiente tabla:

Tabla 14

Meétricas Regresién XGBoost Regressor sin Hiperparametrizacion

XGBoost Regressor

Error cuadratico medio MSE 4456375,73
Error cuadratico medio RMSE 211101
Error absoluto medio MAE 1129,27
Error porcentual absoluto medio MAPE 2,72

Nota. Métricas regresion XGBoost Regressor sin hiperparametrizacién datos de testeo (Elaboracion propia)

Al realiza hiperparametrizacion con el método GridSearchCV de scikit-learn tenemos

como resultado los siguientes parametros; ‘max_depth': 4, ‘objective’: 'reg:linear'

Figura 25

Resultados Regresion XGBoost Regressor con Hiperparametrizacion

Regresion XGBoost Regressor testeo y predicion
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Nota. Resultados regresion XGBoost Regressor con hiperparametrizacién vs datos originales data de testeo
(Elaboracion propia)
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Las meétricas obtenidas con la regresion XGBoost Regressor con hiperparametrizacion se

relacionan en la siguiente tabla:

Tabla 15

Meétricas Regresién XGBoost Regressor con Hiperparametrizacion

XGBoost Regressor Hiper-param.

Error cuadratico medio MSE 4520917,59
Error cuadrético medio RMSE 2126,24
Error absoluto medio MAE 1130,98
Error porcentual absoluto medio MAPE 1,85

Nota. Métricas regresion XGBoost Regressor con hiperparametrizacién datos de prueba (Elaboracién propia)

5.5 Fase 5: Evaluacion de Modelos

A continuacion, el resumen de las métricas para los modelos desarrollados.
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Tabla 16

Evaluacion de modelos

Error Error Error
- o Error absoluto
cuadratico cuadratico ; porcentual
. . medio :
medio medio absoluto medio
MODELOS MSE RMSE MAE MAPE
Regresion lineal 14043017,61 3747,40 2562,32 10,65
SVR 20790373,95 4559,65 2364,29 4,59
SVR Hiper-param. 15310649,25 3912,88 2085,05 3,25
Arbol de Decision 10147202,76 3185,47 1680,30 1,62
Arbol de Decision Hiper-param. 7921496,69 2814,52 1676,10 1,95
Bosques Aleatorios 4753949,93 2180,36 1291,37 3,33
Bosques Aleatorios Hiper-param. 4184163,73 2045,52 1237,30 2,30
Redes Neuronales 24371198,04 4936,72 2728,04 0,99
Redes Neuronales Hiper-param. 4456375,73 2111,01 1129,27 2,72
XGBoost Regressor 4456375,73 2111,01 1129,27 2,72
XGBoost Regressor Hiper-param. 4520917,59 2126,24 1130,98 1,85

Nota. Métricas de resultado para cada modelo se resaltan en negrilla las mejores (Elaboracién propia)

Las mejores métricas se obtuvieron para los modelos de bosques aleatorios, redes

neuronales y XGBoost teniendo como referencia los errores MAE, MSE y RMSE. Se debe tener

en cuenta que el modelo XGBoost sin modificacion de hiperparametros logra el mismo desempefio

que el modelo de redes neuronales con la optimizacion de hiperparametros.
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Figura 26

Errores Cuadraticos Medios por Modelo
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Nota. Resultados errores cuadraticos medios por modelo (Elaboracién propia)
Figura 27
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Nota. Resultados raiz errores cuadraticos medios por modelo (G, 2022)
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Figura 28

Errores Absolutos Medios por Modelo
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Nota. Resultados errores absolutos medios por modelo (Elaboracidon propia)
Figura 29
Errores Porcentuales Absolutos Medios por Modelo
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Nota. Resultados errores porcentuales absolutos por modelo (Elaboracion propia)
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6. Discusion

Un punto para revisar es si se deben incluir todas las variables independientes en el modelo
0 no. La organizacion, en colaboracidén con su equipo de expertos, considera que las variables
entregadas son las necesarias para el modelo, ya que son fundamentales en el proceso de toma de
decisiones de compra por parte del consumidor. Sin embargo, al realizar el analisis de importancia
de caracteristicas, se evidencia que una de ellas es de muy poca importancia, para este caso se
realizaron los modelos incluyendo todas las variables y se reviso el rendimiento del modelo. Al
obtener unos buenos resultados se decide continuar con la variable, si por el contrario los
rendimientos del modelo no fueran aceptables, se debe optar por retirar la variable de los modelos

para mejorar el rendimiento (Garcia et al., 2018).

Otro punto para revisar es cual es la mejor métrica de desempefio para seleccionar el mejor
modelo de regresion. Dentro de la industria unas de las métricas més utilizadas son el MSE, RSME,
MAE y el MAPE. Para este caso de estudio se dio mayor importancia a las métricas MAE que es
una puntuacion lineal, lo que indica que todas las diferencias individuales se ponderan por igual en
el promedio, favorece modelos que predicen muy bien la gran mayoria de observaciones aunque
en unas pocas se equivoque por mucho (Chai & Draxler, 2014); La raiz cuadrada del MSE,
conocida como RSME, se utiliza para que la escala de los errores sea la misma que la de la variable
de respuesta y asi poder interpretar los resultados de manera mas precisa; y en tercer nivel el MAPE
ya que esta metrica no es robusta en el sentido que pocos valores atipicos pueden alejar su calculo

(Vandeput, 2021).
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Y en tercer lugar se discute que para este caso de estudio todos los modelos de machine
learning utilizados superan al modelo de regresion lineal. Esto se puede atribuir al manejo de
modelos paramétricos y no-paramétricos. En este caso se ajustan mejor los médelos no
paramétricos ya que la variable respuesta no presenta una distribucion normal (Raschka &

Mirjalili, 2019).

7. Conclusiones y Recomendaciones

El principal objetivo de este trabajo se enfoc6 en proponer un modelo de machine learning
que permitiera pronosticar la cantidad de ventas para productos de introduccion de equipos

celulares al mercado.

Durante el desarrollo de este estudio se entrenaron diferentes modelos de regresion de
machine learning como los son: la regresion lineal, regresion con maquinas de soporte vectorial,
regresion con arbol de decision, regresion con bosques aleatorios, regresién con redes neuronales

y XGBoost Regressor.

El mejor resultado que se logré se obtuvo con el modelo XGBoost; que sin
hiperparametrizacion alcanza los mejores valores de las métricas: Error cuadratico medio (MSE):
4456375.73, raiz del error cuadratico medio (RMSE) 2111.01, error absoluto medio (MAE)

1129,27 y error porcentual absoluto medio (MAPE) 2,72.
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Se tom6 como el mejor modelo XGBoost aun que tiene los mismos resultados que el

modelo de Redes Neuronales con Hiperparametrizacion, ya que en este caso es un modelo menos

complejo y tendria menor tiempo de mantenimiento en caso de reentrenamiento y menor consumo

de recursos.

Se logré identificar la importancia de cada variable para la estimacién del volumen de venta
de cada producto por medio del modelo XGBoost. Las variables con mayor importancia son: Valor
de equipo, marca o fabricante, tamafio de la pantalla, tamafio de la bateria y el tamafio de la

memoria Rom.

El modelo se entreg6 a revision por parte de los expertos del negocio para su evaluacion y
en el momento de tener una referencia nueva que ingrese al mercado se realizara la ejecucion para

posteriormente revisar su efectividad.

Debido al frecuente cambio tecnologico, performance y preferencias del consumidor se
recomienda realizar un reentrenamiento cada tres meses. De igual forma revisar si otras variables
pueden influir en la determinacion de compra del producto como lo puede ser: el peso del
smartphone, el tipo de desbloqueo (patrén, huella o reconocimiento facial), marca del chip

integrado en el equipo celular, entre otros.

Aunqgue con la data suministrada por la organizacién de un semestre de ventas se logran

unas métricas de validacién aceptables, se recomienda para optimizar ain mas el modelo tener un
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histérico de ventas de un afio consecutivo y validar si este nuevo modelo presenta mejores

métricas.

Se recomienda seguir trabajando con la metodologia S&OP para que el las juntas de
demanda se revise a nivel de expertos del negocio las cifras de demanda estimada entregadas por

el modelo para las referencias de introduccion.

Otro punto para revisar es la incorporacion de variables exdgenas a las caracteristicas de
los productos, como lo pueden ser las variables macroecondémicas de cada periodo de ventas como

lo pueden ser las tasas de interés o la TRM del mercado.

Por ultimo se debe revisar con el equipo de IT de la organizacion la forma de
administracién de la informacidn base, los equipos en donde se debe correr el reentrenamiento del
modelo y la forma de desplegar la solucién a las personas involucradas del negocio. Esta

recomendacion puede ser abordada en un futuro trabajo.



8. Anexos

8.1 Arbol XGboost modelo e importancia de variables
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8.2 Exploracién de datos

A continuacion se mostrara la exploracion de datos univariables basado en los 419 registros

de la data estudiada.
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Bateria en MAH
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Relacion de las variables independientes de la data de estudio con la variable respuesta

(cantidad de pedido).
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Diagrama de dispersion Cantidad de pedido por Valor unitario
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Diagrama de dispersion Cantidad de pedido por Tamafo de Pantalla
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Diagrama de dispersion Cantidad de pedido por Megapixeles camara principal
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Diagrama de dispersion Cantidad de pedido por Memoria RAM GB
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Diagrama de dispersién Cantidad de pedido por Tipo de Tecnologia
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